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PyTorch w NLP

Od tokenizacji do predykcji kolejnego stowa

Przetwarzanie jezyka naturalnego, znane pod nazwg NLP (Natural Language Processing), od
wielu lat pozostaje jednym z najciekawszych obszardw sztucznej inteligencji. To dziedzina,
ktdra probuje opisac, zrozumieé i modelowac jezyk w formie, jakg postugujg sie ludzie, a na-
stepnie przektadaé¢ go na strukture, kt6rg mozna przetwarzac algorytmicznie. W praktyce NLP
obejmuje szeroki zakres zagadnien, od analizy sentymentu i klasyfikacji tekstu po ttumacze-
nia maszynowe, streszczenia, automatyczne odpowiadanie na pytania i modele generatywne.
Bez wzgledu na ztozonos¢ tych zadan punktem wspdélnym pozostaje koniecznos¢ zmiany
jezyka naturalnego na liczby oraz odnalezienia regularnosci, ktére pozwalajg maszynie prze-
widywac, jakie stowo pojawi sie w tekscie jako nastepne.

| WPROWADZENIE

Cho¢ wspolczesne systemy NLP kojarzg si¢ przede wszystkim z ogrom-
nymi modelami jezykowymi, w rzeczywistosci ich dzialanie opiera
sie na kilku fundamentalnych koncepcjach. Tekst trzeba najpierw
podzieli¢ na mniejsze jednostki, zakodowa¢ w formie numerycznej,
przetworzy¢ na sekwencje, ktére model bedzie w stanie analizowac,
a nastepnie wykorzystaé sie¢ neuronows, aby wyuczy¢ w jej wagach
zalezno$ci pomiedzy kolejnymi elementami jezyka. Dopiero z tych
podstaw powstaja bardziej zaawansowane architektury, ktore potrafia
pisa¢ dlugie artykuty, prowadzi¢ rozmowe lub rozwigzywac skompli-
kowane problemy.

W kontekscie takich zadan PyTorch wypracowal sobie bardzo
mocng pozycje wsrod narzedzi wykorzystywanych przez inzynieréw
i badaczy. Jego gtowna zaleta jest dynamiczny charakter pracy, ktory
pozwala traktowa¢ budowe modelu jak proces programistyczny, a nie
konfiguracje zamknieta w sztywnych ramach. Dzieki temu PyTorch
nadaje si¢ do eksperymentowania, modyfikowania architektury, te-
stowania réznych wariantéw danych i prowadzenia analiz, ktore sg
niezbedne w pracy z jezykiem. Kod napisany w PyTorch zachowu-
je sie intuicyjnie, mozna go debugowac krok po kroku, przerywa¢,
przebudowywa¢ fragmenty logiki modelu i sprawdza¢ w czasie rze-
czywistym, jak zmienia si¢ sposob jego dzialania. W NLP, gdzie kaz-
dy korpus danych ma inng charakterystyke, a jako$¢ modelu zalezy
od wielu niuanséw, taka elastycznos¢ staje si¢ ogromnym atutem.

W centrum tego artykulu znajduje si¢ idea modeli jezykowych,
czyli konstrukeji, ktére uczg sie przewidywac kolejne stowo na podsta-
wie dotychczasowego kontekstu. Na poziomie koncepcyjnym model
jezykowy stara si¢ odpowiedzie¢ na pytanie: jakie stowo jest najbar-
dziej prawdopodobne po tym, ktore juz ,widzial”’? Cho¢ z perspekty-
wy czlowieka moze to wyglada¢ jak intuicyjne rozumienie tresci, dla
modelu jest to efekt uczenia si¢ statystycznych regularno$ci obecnych
w tekscie. Jedli w korpusie czgsto wystepuje polaczenie ,,deep learning’,
model zacznie kojarzy¢, ze po stowie ,,deep” z duzym prawdopodo-

bienstwem pojawi si¢ ,,learning” W mniejszej skali, ktdra bedziemy
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analizowa¢, model bedzie probowal uchwyci¢ lokalng strukture jezy-
kowa, oparta na zaobserwowanych fragmentach zdan.

Celem tego artykulu jest przeprowadzenie przez caly proces
stworzenia prostego modelu jezykowego w PyTorch, od momentu,
w ktérym posiadamy zwykly plik tekstowy, az po sytuacje, w ktorej
model potrafi samodzielnie wygenerowac kolejne stowo. Taki model
nie bedzie rywalizowal z duzymi sieciami transformatorowymi, ale
pozwoli zrozumie¢ wszystkie mechanizmy, na ktérych opierajg si¢
wspdlczesne systemy NLP: tokenizacje, budowe stownika, reprezen-
tacje slow w przestrzeni wektorowej, sekwencje treningowe, dzialanie
warstw embedding, rekurencyjne przetwarzanie kontekstu i wreszcie
sam proces generowania tekstu na podstawie przewidywanego roz-
kladu prawdopodobienstwa. Artykul ma charakter praktyczny, ale
jego celem nie jest jedynie przedstawienie konkretnego fragmentu
kodu. Chodzi o zrozumienie logiki, ktéra stoi za konstrukcjg modelu
jezykowego. Dopiero znajomos¢ takich podstaw pozwala z wieksza
$wiadomoscig podchodzi¢ do bardziej skomplikowanych architektur,
takich jak Transformery, ktére obecnie zaczynaja dominowa¢ pod
wzgledem wydajnosci nad NLP. Warto doprecyzowaéd, ze méwimy
o dominacji przede wszystkim w zadaniach generatywnych i pra-
cy z diugim kontekstem, gdzie mechanizm attention daje ogromna
przewage. W wielu wyspecjalizowanych zastosowaniach klasyczne
podejscia NLP, takie jak modele statystyczne, sekwencyjne RNN,
LSTM czy GRU, nadal sa szybsze i bardziej efektywne obliczeniowo.
Transformery nie zastapily calego tradycyjnego NLP, ale to one wy-
znaczajg kierunek rozwoju tam, gdzie potrzebne jest modelowanie
ztozonych zaleznodci i elastyczne rozumienie tekstu. Fundamental-
na idea pozostaje jednak ta sama: przewidzie¢ nastepny token. Zro-
zumienie jej dzialania na malym przykladzie pozwala pozniej lepiej
interpretowa¢ zachowanie modeli, ktére licza miliardy parametréw.
W dalszej czedci artykulu oméwimy przygotowanie $rodowiska, da-
nych oraz podstawowych struktur, ktére beda potrzebne do imple-
mentacji prostego modelu jezykowego. To wlasnie z tych elementéw
zbudujemy niewielka sie¢ neuronowa zdolna do generowania tekstu

w oparciu o to, czego nauczyla si¢ z dostarczonego korpusu.
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| PRZYGOTOWANIE SRODOWISKA

Znaczenie przygotowania srodowiska
w projektach NLP

Praca nad modelem jezykowym nawet tak niewielkim, jak ten, ktéry
stworzymy w tym artykule, wymaga odpowiedniego przygotowania
$rodowiska. Cho¢ moze to brzmie¢ jak techniczny szczegél, w prak-
tyce od tego etapu w duzej mierze zalezy pdzniejsza wygoda pracy,
mozliwo$¢ czystego eksperymentowania oraz stabilnoé¢ calego proce-
su. NLP ma te szczegdlng wlasciwos¢, ze znaczenie drobnych zmian
w danych czy konfiguracji modelu czesto okazuje si¢ wieksze, niz sie
na poczatku wydaje. Wystarczy zmiana wersji tokenizatora, inny znak
konca zdania, inna metoda podzialu danych lub modyfikacja diu-
gosci sekwencji wejsciowych, aby caly eksperyment zachowywat si¢
inaczej. Czasem w sposdb trudny do wytlumaczenia, jesli srodowisko
nie bylo odpowiednio izolowane i kontrolowane, dlatego $srodowisko
powinno by¢ przewidywalne, spdjne oraz pozwalajace na wielokrotne
powtarzanie eksperymentéw bez obaw o nieoczekiwane efekty ubocz-
ne. Modele NLP sa wrazliwe na kazdy drobiazg, nawet na biblioteki
odpowiedzialne za kodowanie znakéw czy sposob dziatania funkeji
split(), ktéra moze zachowywa( sie inaczej w zaleznoéci od wersji
Pythona lub systemu operacyjnego, w praktyce réznice moga wynikaé
takze z uzywanej powtoki np. bash, zsh, poniewaz niektére narzedzia
i skrypty potrafig dziata¢ inaczej w zaleznosci od $rodowiska urucho-
mieniowego. W projektach komercyjnych problemy tego typu czgsto
ujawniaja si¢ dopiero wtedy, gdy model trafia na serwer produkcyjny,
gdzie srodowisko rozni si¢ od srodowiska lokalnego.

W przeciwienstwie do narzedzi, ktére narzucajg uzytkownikowi
konkretne procedury, PyTorch pozostawia duza swobode. Mozna
uruchamia¢ go w prostym srodowisku konsolowym, w Jupyter Note-
bookach, w kontenerze Dockera, w VS Code Remote Containers albo
na pelnoprawnym serwerze obliczeniowym wyposazonym w GPU.
Kazdy z tych wariantéw ma swoje zalety. Jupyter Notebook pozwala
analizowa¢ tensory na biezaco, Docker znaczgco ulatwia zachowanie
spdjnego $rodowiska miedzy réznymi maszynami, a GPU zwykle za-
pewnia wigksza wydajno$¢ w zadaniach obliczeniowych. Warto jed-
nak pamietaé, ze realna wydajnos¢ zalezy nie tylko od samego ukta-
du, ale takze od wersji sterownikow, konfiguracji $rodowiska oraz
réznic miedzy generacjami kart, ktére potrafia mie¢ bardzo duzy
wplyw na osiggi. Z kolei zwykly terminal pozostaje najprostszym
i najlzejszym rozwiazaniem, ktore nie wprowadza zbednych warstw.
W naszym przypadku nie ma potrzeby uzywania zaawansowanej in-
frastruktury. Wrecz przeciwnie, celowo pozostaniemy przy podsta-
wowej konfiguracji, poniewaz pozwala ona lepiej zrozumie¢ kazdy
element procesu. Modele NLP maja to do siebie, Ze niezrozumienie
jednego etapu przetwarzania danych skutkuje bledng interpretacja
wynikow, dlatego praca na prostej konfiguracji pomaga zachowa¢
pelng transparentno$¢. Srodowisko, jakie przygotowujemy teraz, be-
dzie typowym laboratorium do eksplorowania modeli NLP. Bedzie
miejscem, w ktérym mozna swobodnie testowac rozne strategie toke-
nizacji, sposoby tworzenia stownika, dtugo$¢ sekwencji wejsciowych
czy nawet architekture samej sieci, od najprostszych LSTM po bar-
dziej ztozone GRU i Transformers. Tak jak wczesniej wspomnialem,

w NLP szczegdly bywaja kluczowe, czesto drobna zmiana w sposobie
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przygotowywania danych potrafi calkowicie zmieni¢ jako$¢ uczenia
modelu. Na przyklad: jesli zapomnimy o lowercasingu, model po-
traktuje stowa ,,Machine” i ,,machine” jako dwa rézne byty, co moze
zaburzy¢ proces uczenia. Jedli pominiemy znak kropki podczas to-
kenizacji, zniknie informacja o koncu zdania, co zmienia strukture
sekwencji. Dlatego tak wazne jest, aby srodowisko uruchomieniowe,
wraz z calym procesem przygotowania danych, bylo stabilne, przewi-
dywalne i zarzadzane w sposéb kontrolowany.

| Instalacja PyTorch i pierwsze testy

PyTorch, jako framework open-source rozwijany przez Meta Al oraz
szerokg spolecznos¢ badaczy, stal si¢ jednym z najwazniejszych na-
rzedzi w uczeniu maszynowym. Jego najwieksza zaletg jest to, ze nie
probuje ukrywaé wewnetrznego dziatania modeli, jak robia to bar-
dziej wysokopoziomowe biblioteki typu Keras. W PyTorch kazdy
tensor, gradient i operacja backpropagation jest w pelni widoczna,
a dla 0séb chcacych zrozumie¢ modele jezykowe od $rodka jest to
absolutnie kluczowe. Instalacja PyTorch jest prosta i mozna jg prze-
prowadzi¢ na kilka sposobow. Najczeéciej uzywa sie menedzera pip,
poniewaz jest dostepny na kazdej platformie i nie wymaga dodatko-
wych narzedzi. Warto jednak pamietaé, ze PyTorch jest dystrybu-
owany w réznych wariantach: dla CPU, GPU z réznymi wersjami
CUDA oraz z backendami takimi jak ROCm dla kart AMD. Jesli
komputer nie ma dedykowanej karty graficznej obstugujacej CUDA,
wystarczy podstawowa wersja dziatajaca wylacznie na CPU. Do tre-
ningu niewielkich modeli jezykowych CPU w zupelnosci wystarcza.
Czasy treningu roznig si¢ o sekundy, nie minuty czy godziny. Réznica
pojawia sie dopiero przy duzych korpusach, wiekszych architektu-
rach lub modelach Transformer.

Listing 1. Instalacja PyTorch
pip install torch torchvision torchaudio
Po instalacji warto przeprowadzi¢ prosty test, ktéry potwierdzi, ze

$rodowisko dziala prawidtowo. Weryfikujemy wersje biblioteki, do-
stepnos¢ GPU oraz podstawowe dziatanie tensoréw.

Listing 2. Test dziatania PyTorch

python3 - <<'EOF'

import torch

print("Wersja PyTorch:", torch.__version_ )
print("GPU dostepne:", torch.cuda.is_available())
EOF

Listing 3. Typowy wynik

Wersja PyTorch: 2.3.0
GPU dostepne: False

Listing 4. Przyktadowy wynik w przypadku wykrycia GPU

GPU dostepne: True
NVIDIA RTX 4080

Cho¢ te polecenia wydaja sie drobiazgami, do§wiadczenie uczy, ze

duza cze$¢ probleméw z modelami NLP wynika nie z samej archi-

tektury, lecz z bledéw $rodowiskowych: niekompatybilnych wersji
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